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 چکیده
 -هاي گرد و غبار در هر منطقه و آگاهی از تغییرات زمانیدرک صحیح از وقوع طوفان

غبار کمک شایانی  و هاي ناشی از گردمکانی این پدیده به مدیریت و کاهش خسارت
هاي بهینهها با الگوریتمو ترکیب آن هاهاي اخیر، توسعه فرامدلکند. در سالمی

مورد توجه زیادي  آب و هوایی،بینی متغیرهاي سازي و پیشمنظور مدل سازي به
بینی ر پیشومنظ به ترکیبی رویکرد نوعی حاضر، مطالعه در رو از این است. هقرار گرفت

 در مقیاس فصلی پیشنهاد شده (FDSD) غبار و فراوانی روزهاي همراه با طوفان گرد
در این  شود.میاستفاده  GRUو  LSTM هاي عصبیکه در آن از ترکیب شبکه

 شبکه عصبی مبتنی بر توابع پایه عملکرد مدل هیبریدي پیشنهادي با ،پژوهش
بدین  .ه استمورد مقایسه قرار گرفت (SVM)شین بردار پشتیبان ما و (RBF)شعاعی 
 قیاسهاي ساعتی گرد و غبار و کدهاي سازمان جهانی هواشناسی در ماز داده ،منظور
ایستگاه سینوپتیک  فتدر ه( 1221-9112)ساله  01دوره آماري  طول با فصلی

در مرحله آموزش و آزمایش  نتایج معیارهاي ارزیابی .استان خوزستان استفاده شد
بهتري نسبت به سایر عملکرد  GRU-LSTMکه مدل هیبریدي  نشان داد هامدل
 وفان گرد وطبینی فراوانی روزهاي همراه با پیش هاي مورد استفاده به منظورمدل

مدل هیبریدي پیشنهادي با ضریب همبستگی که  به طوري ؛نمایدغبار ارائه می
(288/1-215/1R=( ریشه میانگین مربعات خطا ،)day 819/1-010/1RMSE= ،)

ساتکلیف -( و ضریب نش=day 901/1-188/1MAEمیانگین قدر مطلق خطا )
(210/1-812/1NS= ،)هاي مورد استفاده در عملکرد بهتري نسبت به سایر مدل

 استفاده، مورد هايمدل مقایسه با مجموع داشته است. در FDSDبینی شاخص پیش
بهترین  SVMو بعد از آن مدل  عملکرد بهترین GRU-LSTMهیبریدي  روش

سب اتواند به عنوان ابزاري مننتیجه را ارائه نمود. لذا مدل هیبریدي پیشنهادي می
و به تبع آن اتخاذ تصمیمات مدیریتی به منظور  FDSDبینی شاخص جهت پیش

 هاي گرد و غبار، در منطقه مطالعاتی مورد استفاده قرار گیرد.طوفان کاهش خسارات
 

روش ماشین بردار پشتیبان،  طوفان گرد و غبار، بینی،پیش :كلمات كلیدی
 ، خوزستان.GRU-LSTMروش 
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Evaluating the Performance of GRU-LSTM 

Hybrid Model in Predicting the Dust Storms 

Events (Case Study: Khuzestan Province in 

Southwest of Iran) 

 
M. Ansari Ghojghar , Sh. Araghinejad 2,  

J. Bazrafshan 3, B. Zahraie2 4*, and E. Parsi5 

 
Abstract 
Understanding the frequency of dust storms in each area and 
being mindful of temporal-spatial variation of this event can 
help to monitor and reduce the damages induced by dust 
events. Due to the increasing development of metamodels and 
their combination with optimization algorithms used to model 
and predict hydrological variables, machine learning models 
due to high accuracy in forecasting, in the form of a black box, 
have received a lot of attention. Therefore, in the present study, 
a hybrid approach is proposed to predict the Frequency of Dust 
Storm Days (FDSD) on a seasonal scale, which uses a 
combination of Lang Short Term Memory (LSTM) and Gated 
Recurrent Unit (GRU) neural networks. In this study, the 
performance of the proposed hybrid model was compared with 
a neural network based on Radial Basis Functions (RBF) and 
Support Vector Machine (SVM). For this purpose, hourly dust 
data and codes of the World Meteorological Organization were 
used on a seasonal scale with a statistical period of 30 years 
(1990-2019) for seven synoptic stations in Khuzestan 
province. The results of the evaluation criteria in the training 
and testing Stages showed that the GRU-LSTM hybrid model 
offered better performance than other models used to predict 
the frequency of days with dust storms; The proposed hybrid 
model with correlation coefficient (R) of 0.905-0.988, Root 
Mean Square Error (RMSE) of 0.313-0.402 day, Mean 
Absolute Error (MAE) of 0.144-0.236 day, and Nash-Sutcliffe 
(NS) of 0.819-0.903 had better performance compared to the 
other models used in predicting the FDSD index. In general, 
comparing the models used in this study, the GRU-LSTM 
hybrid method and the SVM model, respectively, provided the 
best prediction skills. As a result, application of the proposed 
hybrid model can be used as a suitable tool to predict the FDSD 
index and adopting management decisions to reduce the dust 
storms damages in the study area. 

Keywords: Prediction, Dust Storm, SVM, GRU-LSTM 

Method, Khuzestan Province. 
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 مقدمه  -7

هاي گرد و غبار در هر منطقه و آگاهی از وقوع طوفاندرک صحیح از 
اي هتغییرات زمانی و مکانی این پدیده به مدیریت و کاهش خسارت

 از یکی گرد و غبار پدیدهکند. ناشی از گرد و غبار کمک شایانی می

غرب  جنوب در زیادي هايخسارت سالانه و است طبیعی يهامخاطره
 ,.Abdolshahnejad et al) کندمی ایجاد و جنوب شرق کشور

 آب در آن نیمنطقه با تأم کیدر  یسالشکوقوع خ همچنین (.2020
د، باش ترخشکو هر چه اقلیم منطقه  دارد یتنگاتنگ هرابط منطقه

رد و گبیشتر شده و رخداد پدیده  یسالشکخاحتمال وقوع خشکی و 
حجم (. Shaker Sureh and Asadi, 2019است ) ترمحتمل غبار

یلان انرژي را هم تروپوسفر، بفراوان ذرات گرد و غبار حمل شده به 
وهوایی ناحیه نیز تحت داده و در پی آن شرایط آبتحت تأثیر قرار 

بر روي شرایط این ذرات (. Kim et al., 2017)گیرد میتأثیر قرار 
 ذاردگجوي، تولیدات کشاورزي و سلامت انسان و اکوسیستم اثر می

(Hahnenberger et al., 2014) . تحت تأثیر  گرد و غبارریز ذرات
شرایط جوي )باد، بارش و دما(، مشخصات  ازجملهعوامل گوناگونی 

سطح، طول زبري و پوشش گیاهی(  سطح زمین )توپوگرافی، رطوبت
خاک )بافت، تراکم، ترکیب و کاربري اراضی( وارد جو ي هایژگیوو 

 نوعی هاي عصبی مصنوعیشبکه (.Karegar et al., 2017)شوند می

 ارتباط براي غیرخطی آثار دادن نشان توانایی هستند که ساختار ریاضی

 با هاشبکه دارند. این را هر سیستمی هايورودي و خروجی بین

 بینیپیش براي و دیده آموزش یادگیري، فرآیند طی هاي موجودداده

 یادگیري، قابلیت هايویژگی داراي که شوندآینده استفاده می در

  (.Dahiya et al., 2007)هستند  موازي پردازش و تعمیم قابلیت

 
که هاي عصبی و شبکههاي هوش مصنوعی ، روشهاي اخیردر سال

 1عصبی مصنوعی هايمانند شبکه کنند،به صورت جعبه سیاه عمل می

(ANN)، 9هاي بردار پشتیبانماشین (SVM)0، منطق فازي (FL )و 
به طور گسترده در مباحث هیدرولوژي و  (GA) 8الگوریتم ژنتیک

ها اشاره که در ادامه به برخی از این پژوهش انداقلیمی استفاده شده
بینی جریان اي براي پیشدر مطالعه He et al. (2014)شود. می

تایج و ن کردنداي در چین، از ماشین بردار پشتیبان استفاده رودخانه
تري نسبت به شبکه عصبی سبنشان داد که این مدل عملکرد منا

  Hussain and Khan (2020).و سیستم استنتاج فازي دارد مصنوعی
را بر اساس  واقع در پاکستان 5در پژوهشی جریان ماهیانه رودخانه هونرا

 MLP8 و  RF1 ،SVR7هاي هاي یادگیري ماشینی با ارائه روشروش
تهیه یک مدل . به این منظور، در این پروژه براي کردندسازي مدل
 هاي جریان ماهانه رودخانه بر اساس تابعبینی دقیق، دادهپیش
( با PACF) 11یهمبستگی جزیخود( و تابع ACF) 2همبستگیخود

مناسب  هايبینیمقادیر پیشین جریان رودخانه براي شناسایی پیش
 RFرویکرد که بررسی و مقایسه شد. نتایج این پژوهش نشان داد 

 ت.را داشته اس ماهانه رودخانه سازي جریانبهترین دقت در مدل
 

هاي هاي هوش مصنوعی و شبکههاي اخیر کاربرد تکنیکدر سال
ازي سري داشته و در موضوعاتی همچون مدلینظگسترش بی عصبی
ه در شود کاستفاده می هااز آن نیز گرد و غبارهاي بینی طوفانو پیش

 Jamalizadeh شد. ادامه به برخی از این موارد اشاره خواهد

Tajabadi et al. (2008) هاي عصبی توانایی دو روش شبکه
گرد هاي بینی طوفاندر پیش را هاي بردار پشتیبانو ماشین مصنوعی

( بررسی 1281-9115ساله ) 91دوره آماري طول شهر زابل با  و غبار
 11شعاعی پایه کرنل تابع و SVR-fنوع  از استفاده که جا آن کردند. از

(RBF) دیگر مطالعات شده که در توصیه است، داده را هابهترین جواب 

 .Sobhani et al. گیرد قرار بررسی مورد هاروش این هايقابلیت نیز

 اساس رب آن بینیپیش امکان ارزیابی و گرد و غبار بررسی به (2015)
 فازي تطبیقی -عصبی استنتاجسیستم  مدل و آماري هايروش

(ANFIS) طول در داد نشان نتایج. پرداختند ساله 18 آمار با زابل در 
 ترینيگرد و غبار آگوست و جولاي هايماه مطالعه، مورد آماري رهدو
 هايماه شده،انجام ايخوشه تحلیل اساس بر. باشندمی سال هايماه

 خوشه یک در يگرد و غبار روزهاي بیشترین با آگوست و جولاي
 ارگرد و غب يسالانه و فصلی ماهانه، سري روند. اندگرفته قرار مجزا

 مدل با بارگرد و غ بینیپیش نتایج. باشدمی افزایشی ایستگاه، این در

ANFIS، این رد گرد و غبار بینیپیش در آن بالاي قابلیت از نشان 
 چهار با شدهتعیین (FIS) 19فازي استنتاج سیستم ساختار. دارد ایستگاه

 حدود اناطمین با هیبرید، آموزش روش با قوسی شکل به عضویت تابع
 .کندمی بینیپیش را زابل ایستگاه گرد و غبار درصد 20

Araghinejad et al. (2018) نوسانات پارامترهاي  در تحقیقی تأثیر
ایران مورد بررسی قرار  در گرد و غبار هايطوفان فراوانی بر اقلیمی

 در بارگرد و غ هايطوفان روند افزایش بیانگر این تحقیق دادند. نتایج
 کشور شرق جنوب و غرب شمال از هاییقسمت غرب، جنوب و غرب
در پژوهشی به بررسی روشی جهت  Shaiba et al. (2018) .است
 ساعت آینده پرداختند. 98در بازه زمانی  بینی طوفان گرد و غبارپیش
عملکرد  CART روش درخت تصمیم داد که نشان این پژوهش نتایج

لجستیک دارد.  بهتري نسبت به دو روش بایز ساده و رگرسیون
Araghinejad et al. (2020)  بررسی شدت در پژوهشی به

سازي رابطه فراوانی روزهاي همراه با طوفان همبستگی و مدل

با متغیرهاي حدي و متوسط دما در نیمه غربی ( FDSD)گردوغبار 

ن داد که بالاترین ضریب نشااین پژوهش نتایج پرداختند.  کشور
مربوط به متغیر دماي بیشینه در ایستگاه  FDSD همبستگی با شاخص
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 820/1ایستگاه اهواز با مقدار  در و دماي کمینه 875/1آبادان با مقدار 
 سازي رگرسیون چند متغیره بینمدل همچنین در این تحقیق .باشدمی

گردوغبار و پارامترهاي مختلف دما در نیمه غربی کشور نیز نشان داد 
 طبیشتر از دماي متوس متغیرهاي حدي دما در وقایع گردوغبار ریکه تأث

که در بهترین حالت،  دادنشان  نیز هاي رگرسیونیمدل است و
 0/72 بندرماهشهر دردرصد و  9/81آبادان در متغیرهاي حدي دما 

 .Liaghat et al .کنندرا تبیین می FDSD از تغییرات شاخص  درصد

هاي سري زمانی در تحقیقی به مقایسه عملکرد مدل (2020)
SARIMA  وHolt-Winters  شامل  هاي هوش مصنوعیروشبا

( و سیستم استنباط RBFشبکه عصبی مبتنی بر توابع پایه شعاعی )
بینی فراوانی روزهاي پیش منظوربه( ANFISفازي تطبیقی ) -عصبی

( در فصل آتی پرداختند. نتایج FDSDهمراه با طوفان گردوغبار )
بهترین و  ANFISها نشان داد که روش هوش مصنوعی تحقیق آن

بدترین عملکرد  Holt-Wintersو  SARIMAهاي سري زمانی مدل

از  تفادهدر پژوهشی با اس Baghbanan et al. (2020)را داشتند. 
 88در  (FDSD) غبار و گرد طوفان روزهاي فراوانی ماهانه هايداده

به بررسی ( 1218-9117) ساله 51دوره  طی ایران سینوپتیک ایستگاه
 با استفاده از سه روش تحلیل غبار و گرد هايطوفان در زمانی تغییرات

 پارامتري غیر ، روش رگرسیون خطی و آزمونخوشه سلسله مراتبی
 راوانیف کندال پرداختند. نتایج این پژوهش نشان داد که بیشترینمن

 اوج فصلی، دوره در و ، ژوئن و مهژوئیههاي در ماه پدیده این وقوع
 رب علاوه .است شده متمرکز تابستان و بهار در غبار و گرد هايطوفان

 و فصلی ماهانه، هايدوره در مکانی، تحلیل و تجزیه نظر از این،
 دترشدی بسیار جنوبی مناطق و شرقی جنوب در FDSD حداکثر سالانه،

 یراتتغی در این تحقیق شیب همچنین. باشدمی ایران مناطق سایر از
 کل در تغییرات روند که داد نشان ایران غبار و گرد هايطوفان

 ونآزم نتایج، طبق و است افزایشی سالانه و فصلی ،ماهانه هايدوره
با  Ansari Ghojghar et al. (2020) .است توجه قابل کندال،-مان

روش هوش مصنوعی شامل شبکه عصبی پرسپترونی استفاده از چهار 
، (ANFIS)فازي تطبیقی  -عصبی استنتاج، سیستم (MLP)چندلایه 

و شبکه عصبی  (RBF)شبکه عصبی مبتنی بر توابع پایه شعاعی 
انی روزهاي بینی فراواقدام به پیش، (GRNN) 10یافتهرگرسیون تعمیم
ها با مقایسه . آندر یک فصل بعد کردند گرد و غبار همراه با طوفان

بهترین عملکرد و بعد از  ANFISهاي مورد استفاده، دریافتند که مدل
بهترین نتیجه را ارائه نموده است که این موضوع کارایی  GRNNآن 

  دهد.را نشان می RBFنامطلوب مدل 
 

هاي دید افقی و هاي گرد و غبار از دادهبینی طوفاندر بحث پیش
شود و طبق تعریف سازمان کدهاي سازمان هواشناسی استفاده می

هاي گرد و غبار به روزي جهانی هواشناسی روزهاي همراه با طوفان

ي سههاگزارششود که حداقل در یکی از هشت سینوپ )گفته می
، 18، 17، 11بار )ی(، یکی از کدهاي مربوط به گرد و غباندهیدساعته 

( در بخش هواي حاضر گزارش شده باشد. بنابراین 28و  05تا  01، 12
تواند در هاي گرد و غبار یک متغیر اقلیمی است و میطوفان

 ,.Araghinejad et al) هاي منابع آب مورد ارزیابی قرار گیردپژوهش

آید که براي هاي مختلف چنین برمیاز بررسی پژوهش (.2018
 FDSD 18الخصوص شاخصزي دقیق متغیرهاي اقلیمی علیسامدل

هاي مهم در فرآیند مدیریت و مهندسی که یکی از چالش)روز( 
هاي چندانی وجود ندارد. ضمن شود، روشزیست محسوب میمحیط

اندک نیز، هر یک ایرادها و معایب خاص خود  هاياینکه همین روش
بینی فراوانی روزهاي همراه با را دارند و از دقت بالایی به منظور پیش

طوفان گرد و غبار برخوردار نیستند. لذا در مطالعه حاضر براي رفع 
هاي استفاده شده پیشین، سعی بر ارائه نوعی نواقص و معایب روش

ینی بهاي عصبی بازگشتی به منظور پیشمدل ترکیبی جدید از شبکه
صبی هاي عبوده است که در آن از ترکیب شبکه FDSDشاخص 
LSTM  وGRU  .استفاده شده استLSTM  نوعی شبکه عصبی

یادگیري عمیق است که توانایی اضافه کردن مفهوم زمان به 
دلیل ماهیت سري زمانی سازي را دارد. لذا در پژوهش حاضر بهمدل
هاي گرد و غبار، مورد توجه قرار گرفته است. این شبکه به دلیل داده

کند که براي جبران آن از ر کند عمل میهاي زیاد، بسیاداشتن دروازه
هاي یادگیري عمیق هستند، که نمونه دیگري از شبکه GRUهاي لایه

 Ansari ghojghar et al. (2020)طبق مطالعات شود. استفاده می

نشان  FDSD بینی شاخصبه منظور پیش RBF کارایی مدل میزان
هاي انفرادي فرامدلداده شده است )هر چند میزان آن نسبت به سایر 

در این پژوهش به مقایسه عملکرد مورد مقایسه کمتر بوده است(. لذا 
هاي انفرادي شامل شبکه مدل هیبریدي توسعه داده شده با فرامدل

 و ماشین بردار پشتیبان (RBF)عصبی مبتنی بر توابع پایه شعاعی 

(SVM )بینی شاخص جهت پیشFDSD ،خواهد شد. بنابراین  پرداخته
ی پدیده بینتواند راهنما و الگوي جدیدي به منظور پیشاین تحقیق می

لازم به ذکر است که نتایج تحقیق هاي گرد و غبار باشد. طوفان
Liaghat et al. (2020) هاي ساده سري زمانی دهد مدلنشان می

مقایسه با هوش مصنوعی کارایی مناسبی ندارند به همین علت در  در
هاي هوش مصنوعی مقایسه ي هیبریدي با مدلهاپژوهش حاضر مدل

 شده است.

 

 هامواد و روش -0

 منطقه مورد مطالعه -0-7

-GRUدر این پژوهش به بررسی عملکرد مدل هیبریدي پیشنهادي 

LSTM هاي انفرادي و مقایسه آن با فرامدلRBF  وSVM  به منظور
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استان  سینوپتیکدر هفت ایستگاه  FDSDبینی شاخص پیش
باد آخوزستان )آبادان، اهواز، بستان، بندرماهشهر، مسجدسلیمان، صفی

( پرداخته 1221-9112ساله )01و دزفول( با جامعه آماري بلند مدت 
کدهاي سازمان  و یافق دیهاي ساعتی قدرت دبدین منظور از دادهشد. 

 مشاهدات مقیاس فصلی استفاده شد. در (WMO) 15جهانی هواشناسی
و در مجموع هشت  بارکهاي هواشناسی به فاصله سه ساعت یپدیده
 هاي بصري آب. در این مشاهدات، پدیدهگرددیمثبت  روزشبانهبار در 

کد  111سازمان جهانی هواشناسی در  دستورالعملو هوا بر اساس 
ثبت و  منظوربهطورکلی کد به 111( تعریف شده که از این 22-11)

کد  11هاي مختلف هواشناسی از در ایستگاه غبار گرد وگزارش پدیده 
. کدهاي مربوط به (O’Loingsigh et al., 2014)شود استفاده می

ارائه شده است. با توجه به اینکه  1در جدول  گرد و غبارهاي طوفان
هاي صورت تفکیک نشده از سایر پدیدهبه گرد و غبارهاي داده

 گیرد، بنابراین درتیار قرار میهواشناسی از سازمان هواشناسی در اخ
هاي اقلیمی در از سایر پدیده گرد و غباروهلة اول کدهاي مربوط به 

 ,Goudie and Middleton) ساعات مختلف همدیدي جدا گردید

تعریف سازمان جهانی هواشناسی روزهاي همراه با  بر اساس(. 2006
شود که حداقل در یکی از به روزي گفته می گرد و غبارهاي طوفان

ی(، یکی از کدهاي باندهیدساعته ي سههاگزارشهشت سینوپ )
( در بخش 28و  05تا  01، 12، 18، 17، 11) گرد و غبارمربوط به 

هاي قدرت اینکه داده شرط بههواي حاضر گزارش شده باشد. البته 
متر به ثبت رسیده  1111ز کمتر ا گرد و غباردید افقی متناظر با آن کد 

(. در این مطالعه براي تشخیص Mohammadi, 2015باشد )

متر براي  ≤1111ي از فاکتور قدرت دید افقی گرد و غبارهاي طوفان
بعد از انتخاب  استفاده شده است. گرد و غبارهمه کدهاي هواشناسی 

 (، تعداد روزهاي1221-9112ساله ) 01هاي ها و بررسی دادهایستگاه
ر سینوپتیک واقع دهمراه با طوفان گرد و غباري براي هفت ایستگاه 

هاي دید افقی و کدهاي سازمان با استفاده از داده استان خوزستان

نشان داده شده است. ضمن اینکه  9هواشناسی محاسبه و در جدول 
هاي هواشناسی در استان مربوطه، طول و عرض جغرافیایی، ایستگاه

نزولی قابل به ترتیب  FDSDو مجموع  FDSDمیانگین فصلی 
 هاي سینوپتیکموقعیت جغرافیایی ایستگاه 1شکل مشاهده است. 

  .دهدینشان م مطالعه در استان خوزستان را مورد
 

  (RBF) شبکه عصبی مبتنی بر توابع پايه شعاعی -0-0

، داراي پایه ریاضیاتی (RBF) یشعاع یهبر توابع پا یمبتنشبکه عصبی 
سازي براي حل مسائل مشکل بسیار قوي بر مبناي فرضیه منظم

باشد. به طور کلی این شبکه از سه لایه شامل لایه ورودي، مخفی می
در این شبکه،  (.Chen et al., 1991)و خروجی تشکیل شده است 

 شود و در لایه خروجیتابع انتقال گوسی در لایه مخفی استفاده می
هاي پایه و اساس نوع خاصی از شبکه RBF . ابع انتقال، خطی استت

یک شبکه  9هاي عصبی آماري است. در شکل عصبی به نام شبکه
RBF طور که در شکل مشخص است، نشان داده شده است. همان

یک تابع گوسی است. ورودي این تابع، فاصله اقلیدسی  RBFنورون 
بردار  اندازههم شدهبردار مشخصا ــه نورون بــبین هر ورودي ب

کند ( استفاده می1ورودي است. این تابع گوسی از رابطه )
(Araghinejad, 2013:) 

(1)  f(Xr. b) = e
−I2 

I =
‖Xr − Xb‖ ∗ 0.8326

h
       

ورودي  bXورودي شبکه با خروجی نامعلوم،  rXدر این رابطه 
ی ع گوسپارامتري است که پهناي تاب hو  bمشاهداتی در زمان یا مکان 

کند. خروجی این تابع بین صفر تا یک متغیر است را کنترل می
(Araghinejad, 2013) . محاسبه خروجیrY  بر اساس متغیر مستقل

rX ( 9به صورت رابطه )آید:می دست به 
(9)     Yr = LW ∗ f(Xr. b) + Bias 

 

Table 1- Word Meteorological Organization (WMO) codes related to wind erosion and dust phenomena 

(O’Loingsigh et al., 2014) 
 (O’Loingsigh et al., 2014) های گرد و غباركدهای سازمان جهانی هواشناسی مرتبط با فرسايش بادی و پديده -7جدول 

description code 

Dust haze 06 

Raised dust or sand 07 

Well-developed dust whirls (dust devils) 08 

Distant or past dust storm (distant at time of obs or past station in the past hour 09 

DECREASED slight or moderate sand or dust storm with visibility <1000 m but >200 m 30 

STABLE slight or moderate sand or dust storm with visibility <1000 m but >200 m 31 

BEGUN or INCREASING slight or moderate sand or dust storm with visibility <1000 m but >200 m 32 

DECREASED severe dust storm with visibility <200 m 33 

Stable severe dust storm with visibility <200 m 34 

BEGUN or INCREASING severe dust storm with visibility <200 m 35 

Thunderstorm with dust or sand storm 98 
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Fig. 1- Introduction of the studied stations in the present study 

  مورد مطالعه در پژوهش حاضر یهاستگاهيا یمعرف -7شکل 

 
Table 2- Frequency of Dust Stormy Days (1990-2019) 

 (7772-0277های گرد و غبار استان خوزستان )فراوانی روزهای همراه با طوفان -0جدول 

Station 
Latitude 

(degrees) 
Longitude 
(degrees) 

Seasonal 

average FDSD 

(days) 

Total 
FDSD (days) 

Abadan 30.38 48.21 4.36 524 

Ahwaz 31.34 48.74 3.69 443 

Bostan 31.71 48.01 3.26 391 

Bandare-Mahshahr 30.55 49.16 2.90 348 

MasjedSoleyman 31.98 49.24 2.86 344 

Safiabad 32.25 48.43 2.21 265 

Dezful 32.40 48.38 2.02 243 

به ترتیب وزن ماتریس ارتباطات بین لایه  Bias و LWدر این رابطه 
 مخفی و لایه خروجی و ماتریس بایاس لایه خروجی است

(Araghinejad, 2013.) 
 

 (SVM)ماشین بردار پشتیبان  -0-3

 تئوري مبناي بر کارآمد یادگیري سیستم یک پشتیبان بردار ماشین
خطاي  سازيکمینه استقراي اصل از که است مقید سازيبهینه

 گرددمی کلی بهینه جواب یک به منجر و کرده ساختاري استفاده
(Vapnik, 1995.)  در مدل رگرسیونSVM  تابعی مرتبط با متغیر

شود. است، برآورد می xکه خود تابعی از چند متغیر مستقل  Yوابسته 
متغیرهاي  میان رابطه شودمی فرض رگرسیونی مسائل سایر مشابه

 اغتشاش مقداري علاوهبه  f(x)مانند جبري تابع با وابسته و مستقل

 :(Vapnik, 1995)(( مشخص شود )خطاي مجاز )
(0) f(x) = W T ∙ ∅(x) + b 

(8) y = f (x) +  

هاي تابع ثابت مشخصه bترانهاده بردار ضرایب و  TWچنانچه 
نیز تابع کرنل باشد، آنگاه هدف پیدا کردن فرم تابعی  رگرسیونی و 

اي از توسط مجموعه SVMبا آموزش مدل  این مهم است. f(x) براي
براي  .(Misra et al., 2009)شود ها )مجموعه آموزش( محقق میداده

ا ــب -SVM( در مدل 5لازم است تابع خطا )رابطه  bو  Wمحاسبه 
کمینه شود  7و  1نظر گرفتن شرایط مندرج )قیود( در روابط در 

(Hamel, 2009:)
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Fig. 2- Schematic of Radial Basis Function 

 RBF (Araghinejad, 2013) شماتیک -0شکل 

 
(5) 1

2
WT ∙ W + C∑εi

N

i=1

+ C∑εi
∗

N

i=1

 

(1) WT ∙ ∅(Xi) + b − yi ≤ ε+ εi
∗ 

(7) yi −W
T ∙ ∅(Xi) − b ≤ ε+ εi. εi 

 εi
∗ ≥ 0, i = 1.2. … .N 

عددي صحیح و مثبت است، که عامل تعیین جریمه  Cدر معادلات بالا 
تعداد  Nتابع کرنل،  در هنگام رخ دادن خطاي آموزش مدل است. 

 ها و دو مشخصهنمونه
*

i و i تابع  نهایت در هستند. کمبود متغیرهاي
SVM کرد:  بازنویسی 8صورت رابطه به  توانمی را رگرسیونی 

(8) f(x) =  ∑αi̅

N

i=1

∅(xi)
T∅(x) + b 

 در (x)∅ محاسبه اشد.ــبمی لاگرانژ ضرایب میانگین αi̅، 8معادله  در

 ,.Yoon et al)اشد ــب پیچیده بسیار است ممکن آن مشخصه فضاي

 یرگرسیون SVMمدل  در معمول روند ،مشکل این حل براي. (2011
 است: 2 صورت رابطهبه کرنل تابع انتخاب یک

(2) K(XJ, X) = ∅(xi)
T√b2 − 4ac 

 -SVMمختلف  انواع ساخت براي کرنل مختلف توابع از توانمی
رگرسیونی  SVMمدل  در قابل استفاده کرنل توابع انواع کرد. استفاده

و  (RBF)شعاعی  پایه توابع کرنل و 11ايچندجمله کرنل عبارتند از:
گردند. با محاسبه می 19تا  11به ترتیب طبق روابط  که کرنل خطی،

توجه به اینکه از پرکاربردترین توابع کرنل، کرنل پایه شعاعی، خطی و 
در این (. Vapnik, 2007; Basak, 2007) باشداي میچند جمله

 کرنل بین این دراست و  شده استفاده پژوهش از این سه تابع کرنل

ها برخوردار کرنل به سایر عملکرد بهتري نسبت از که شعاعی پایه توابع
 بردار ماشین فرآیند محاسبات است ذکر قابل گردید. استفاده بود،

  توابع و پارامترهاي انجام، R محیط براساس کدنویسی در شتیبانـــپ

 .گردیدند بهینه خطا و سعی از طریق کرنل
(11              )          K(x, xj) = (t + xi × xj)

d 

(11  ) 
K(x, xj) = exp (−

‖x − xi‖
2

2σ2
) 

(19) K(x, xj) = xi × xj 

 

  LSTMو  GRUروش پیشنهادی؛ تركیب شبکه  -0-0

غیرهاي سازي متتر در مدلتر و کاملبه منظور دستیابی به نتایج دقیق
هاي خطی و غیرخطی با یکدیگر هیدرولوژیکی و اقلیمی باید روش

ازگشتی عصبی بهاي ادغام شوند. به تازگی رویکردهاي مبتنی بر شبکه
و یادگیري عمیق براي این منظور پیشنهاد شده است. در میان نتایج 

د هاي عصبی بازگشتی، عملکرهاي مبتنی بر شبکهبرگرفته از روش
نسخه  LSTMها بهتر بوده است. نسبت به سایر روش LSTMروش 

براي  GRUهاي بازگشتی است و به تازگی الگوریتم بهبود یافتة شبکه
ها پیشنهاد شده است. با توجه به کارایی مناسب ن شبکهبهبود ای

، در تحقیق حاضر سعی شده است با ترکیب GRUهاي شبکه
بینی این مدل بهبود داده شود. دقت پیش GRUو  LSTMهاي شبکه

شود ارسال می LSTMبه لایه  GRUدر فرآیند ترکیب، خروجی لایه 
رسد. تمام متصل می هايپس از ادغام به لایه LSTMو خروجی لایه 

ود تا شهاي تمام متصل نیز به لایه رگرسیون فرستاده میخروجی لایه
کلیات روش پیشنهادي را نشان  0بینی انجام گیرد. شکل فرآیند پیش

دهد. در واقع، روش پیشنهادي یک ساختار چهارلایه است. این می
در  .Outputو  Input layer ،GRNN ،LSTMچهار لایه عبارتند از: 

هاي ورودي که مربوط به یک هر یک از ویژگی Input layerلایه 
، GRUشوند. در لایه داده می GRUهاي بینی هستند،  به وروديپیش

اند. در لایه گرفته شده Inputورودي لایه بردارهایی هستند که از لایه 
LSTM  ورودي لایه بردارهایی هستند که از لایةGRU  گرفته
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 Flattenابتدا  LSTMخروجی شبکه  Outputاند. در لایه شده
شود. در مدل پیشنهادي پس از دریافت مجموعه دادۀ پژوهش، می

ها به دستة شود. در ادامه، دادهها انجام میسازي دادهعملیات نرمال
درصد براي  81شوند. پیشنهاد اولیه آموزش و آزمون تقسیم می

هاي آزمون است. سپس، فرآیند ي دادهدرصد برا 91هاي آموزش و داده
شروع  GRU-LSTMکیبی یادگیري مدل با استفاده از شبکه تر

پژوهش، یک  به ازاي هر ویژگی از مجموعه دادۀ شود. در این گاممی
شود. به طور مثال، اگر مجموعه داده درنظر گرفته می GRUبلوک 
از خواهد براي یادگیري نی GRUبلوک  7ویژگی باشد، تعداد  7شامل 

زمان وزن ویژگی نسبت به ویژگی ماقبل را هم GRUهاي بود. بلوک
ده براي وجود آمهاي بهگیري از آن بتوانند نوسانگیرند تا با بهرهیاد می

 GRUبینی کنند. در گام بعدي، خروجی لایه را پیش FDSDشاخص 
هاي پس از پردازش روي داده LSTMرسد و می LSTMبه لایه 
از سکند که تابع فعالمتصل ارسال مینتیجه را به لایه تمامورودي، 

ه دارد. بینی را به عهدآن تابع سیگمویید است. این لایه وظیفه پیش
 هاي عصبی سنتیمتصل همانند همتایان خود در شبکههاي تماملایه

درصد از پارامترهاي یک شبکه عمیق را  21کنند و تقریباً عمل می
کند که متصل این امکان را فراهم مییه تمامشوند. لاشامل می

 8با اندازه مشخص ارائه شود. شکل  بردارخروجی شبکه در قالب یک 
 دهد.بلوک دیاگرام کلی روش پیشنهادي را نشان می

 

 ( SW) 79های لغزانتشکیل پنجره -0-0-7

تشکیل  FDSDبینی شاخص هاي لغزان براي پیشدر این گام پنجره
چگونگی این فرآیند نمایش داده شده است. اساس  5شکل شود. در می

ام، از اطلاعات nبینی گام هاي لغزان این است که براي پیشپنجره

ینی بشود. براي نمونه، به منظور پیشگذشته استفاده میهاي زمانی گام
به  10tتا  1tاز تمامی مقادیر قبلی از زمان  11t زمانی  FDSDشاخص 

 12t بینیعنوان ورودي استفاده شده و به همین ترتیب، براي پیش
شوند. به عنوان ورودي در نظر گرفته می 12tتا  2tمقادیر قبلی از زمان 

هاي آموزشی و آزمون ها از جمله دادهاین عمل براي تمامی داده
 شود.استفاده می

 

 GRUارسال ورودی به لايه  -0-0-0

هاي پژوهشی پردازي روي مجموعه دادهیشپس از آنکه عملیات پ
 ها در قالبهاي لغزان )زمانی( تشکیل شده و دادهانجام گرفت، پنجره

شوند. ارسال می GRUهاي لغزان و به عنوان ورودي به لایه پنجره
هاي مجموعه به اندازه ویژگی GRUهاي لایه در این گام، تعداد بلوک

چگونگی این فرآیند را نشان  5هاي پژوهش خواهد بود. شکل داده
 دهد.می
 

اند. گرفته شده Inputبردارهایی هستند که از لایه  GRUورودي لایه 
outembed این بردارها را به صورت  = [X1, X2,⋯ , Xn] توان می

 شوند:محاسبه می 10نمایش داد. این بردارها با رابطه 

(10) 

Zt = σ(Wzxt + Uzht−1 + bZ) 
rt = σ(Wrxt + Urht−1 + br) 

ht́ = σ(Whxt + Un(rtht−1)) + bh 

ht = (1 − z)ht−1 + ztht́  

، گیت شرطی Rest، گیت Updateکه در آن بردارهاي به ترتیب گیت 
.WR.WR .و خروجی فعال است WN. WZ.WR.WN  به ترتیب

از و سهاي قابل یادگیري، تابع فعالهاي قابل یادگیري، بایاسماتریس
 اي بین عناصر هستند.علامت ضرب نقطه

 

 
Fig. 3- The structure of the proposed algorithm 

 پیشنهادی الگوريتم ساختار -3شکل 
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Fig. 4- Block diagram of the proposed method GRU-LSTM 

 GRU-LSTM بلوك دياگرام روش پیشنهادی -0شکل 

 

 

Fig. 5- How to create model inputs based on the idea of a slider window 

 لغزان پنجرۀ ايدۀ براساس مدل هایورودی ايجاد چگونگی -0شکل 

 

 LSTMبه  GRUارسال خروجی لايه  -0-0-3

، ارسال FDSDشاخص بینی گام بعدي در روش پیشنهادي براي پیش
 1است. شکل  LSTMبه عنوان ورودي به لایه  GRUخروجی لایه 

 دهد. چگونگی این فرآیند را نشان می
 

است که دنباله بردارهاي   ERXبردار  Tدر گام  LSTMورودي 
 18دهد. این بردار از طریق رابطه را نشان می LSTMدر  18مخفی

 شود: محاسبه می

(18) 

 

it = σ(Wi[ℎ𝑡−1. 𝑥𝑡] + bi) 
ft = σ(Wf[ℎ𝑡−1. 𝑥𝑡] + bf) 
gt = tanh(Wg[ℎ𝑡−1. 𝑥𝑡] + bg) 

Ot = σ(𝑊°[ℎ𝑡−1. 𝑥𝑡] + 𝑏°) 

و  Updateت گی Forget ،tgگیت  Input ،tfگیت  ti که در این روابط

tO  گیتOutput  هستند. همچنینW هاي قابل یادگیري در ماتریس
مقدار  th-1بردارهاي قابل یادگیري در شبکه عصبی،  bشبکه عصبی، 

State Hidden  قبل و نیزtx  مقدار ورودي و سازي استفاده تابع فعال
شده است.
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Fig. 6- The process of sending the output of the LSTM layer to the GRU 

 GRU به LSTM فرآيند ارسال خروجی لايه -4شکل 

 
ها به هاي از لایلایه یا به صورت پشتهتواند به صورت تکاین لایه می

عمیق  LSTMکار گرفته شود. در حالت چند لایه به اصطلاح به آن 
 شود.ها گفته میLSTMاي از یا پشته

 

 متصلارسال خروجی به لايه تمام -0-0-0

متصل وجود دارند که هاي تمامپیشنهادي، لایهدر آخرین لایه از روش 
Feature Mapهاي دوبعدي را به Feature Vectorبعدي هاي یک

یه کنند. از سویی، این لاها تبدیل میبراي ادامه فرآیند نمایش ویژگی
هاي اشیا را به عهده دارد. هاي کلاسوظیفه محاسبه امتیاز دسته

 هاي عصبی سنتیخود در شبکه متصل همانند همتایانهاي تماملایه
درصد از پارامترهاي یک شبکه عمیق باور  21کنند و تقریب عمل می

دهد که خروجی متصل این امکان را میشوند. لایه تمامرا شامل می
شبکه در قالب یک بردار با اندازه مشخص ارائه شود. از این بردار براي 

 شود.استفاده می بندي اشیا و یا ادامه فرآیند پردازش نیزرده
 

  بینیهای پیشمدل -0-0

و  هاي گردبینی کمی فراوانی روزهاي همراه با طوفانپیش منظور به
یک مدل هیبریدي پیشنهادي و دو فرامدل انفرادي  (FDSD)غبار 

مورد استفاده قرار گرفت. سپس بر اساس  SVMو  RBFشامل 
عداد بینی انتخاب شد. متغیر تمعیارهاي ارزیابی بهترین مدل در هر پیش

شد که  گرفته به کاربینی فصل آتی فصل)هاي( گذشته براي پیش
قبل از متغیر فراوانی روزهاي  فصل چهارتواند شامل یک، دو، سه و می

بینی متغیر ، براي پیش1د. در مدل هاي گرد و غبار باشهمراه با طوفان
هاي گرد و غبار در فصل بعد، از سري فراوانی روزهاي همراه با طوفان

 صورت که براي بدینبا یک گام تأخیر استفاده شد.  FDSDزمانی 
، 9استفاده شد. در مدل  t، از مقدار آن در زمان t+1بینی در زمان پیش
بینی در فصل بعد بر اساس مقادیر فراوانی روزهاي همراه با پیش

هاي گرد و غبار تا دو فصل قبل استفاده شد و به طور مشابه در طوفان
 هارچها بر اساس مقادیر متغیر مورد نظر تا سه و بینی، پیش8و  0مدل 
توضیحات  در تکمیل 18تا  15قبل صورت پذیرفت. روابط  فصل

 بینی به کار رفته در این پژوهشهاي پیشروششود؛ ارائه می شدهانیب
-GRUمدل هیبریدي و   SVMو RBF هاي انفراديفرامدل شامل

LSTM باشد. می 

                                             1FDSD(t+1) =f (FDSD(t))مدل  (15)
.FDSD(t+1) =f (FDSD(t)              9مدل  (11) FDSD(t−1))   

 0مدل  (17)
FDSD(t+1) =f (FDSD(t). FDSD(t−1). FDSD(t−2)) 

  8مدل  (18)
FDSD(t+1) =f (FDSD(t). FDSD(t−1). FDSD(t−2). FDSD(t−3)) 

 ،يو رفع نواقص آمار هاستگاهیآمار ا یفیو کنترل ک یپس از بررس
بودن  یو تصادف یابیارز Run Testها با استفاده از آزمون داده یهمگن
شد. در ادامه با توجه به  رفتهیپذ درصد 25 نانیها در سطح اطمداده

هاي گرد و همراه با طوفان يروزها یفراوان ریمتغ یزمان يوجود سر
-GRUمدل مدل هیبریدي بینی آن با استفاده از به پیش دامغبار، اق

LSTM هاي انفرادي و فرامدلRBF  وSVM  .ها درصد داده 81شد
مورد استفاده قرار  آزمون يدرصد آن برا 91مرحله آموزش و  يبرا

آزمون و خطا  قیهاي مختلف از طرمناسب روش يگرفت. پارامترها
 یسنجصحتبرازش از  شیاز ب يریبه منظور جلوگ نی. همچنشد نییتع

 يدر هر بار اجرا 12متقاطع یسنجمتقاطع استفاده شد. در روش صحت
 يهاداده از يتعداد ای کیپارامتر مشخص،  کیبینی با پیش يمدل برا

 يهاشوند )به عنوان دادهمجموعه آموزش کنار گذاشته می
. ندیبیآموزش م ماندهیباق يها( و مدل بر اساس دادهیسنجصحت

شده به مجموعه آموزش برگردانده شده و گذاشته نارک يهاسپس داده
آموزش به عنوان داده  يهااز داده يگریمجموعه د ایداده 
 شبکه آموزش داده گریشوند و بار دجدا می ریمس نیاز ا یسنجصحت

آموزش در قسمت  يهاکه تمام داده یتا زمان ندیفرا نیشود. امی
 نیانگی. پس از آن بر اساس مابدییاستفاده شوند، ادامه م یسنجصحت

مناسب ( يپارامتر)ها ،یسنجصحت يهاداده نیمدل در تخم يخطا
 شدهیعرفمدل م سهبینی از پیش يشوند. برامی نییتع یشبکه عصب

ه در ک یابیارز يارهای. مدل مناسب بر اساس معشداستفاده  الذکرفوق
  .انداند، انتخاب شدهبخش بعد معرفی شده
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 معیارهای ارزيابی -0-4

هاي نمایه از ها،مدل کارایی و دقت ارزیابی منظور به تحقیق این در
میانگین  (RMSE)خطا  مربعات میانگین ریشه (R) همبستگی ضریب

طبق روابط  (NS)ساتکلیف  -و ضریب نش (MAE)قدر مطلق خطا 
 یک، ترتیب به چهار معیار این زیر استفاده گردید. بهترین مقدار براي

 باشد:می یک و صفر صفر،

(12 ) 
        

  

R =
∑ (xi − x̅)(yi − y̅)
N
i=1

∑ (xi − x̅)∑ (yi − y̅)
N
i=1

N
i=1

      − 1 ≤ R ≤ 1  

(91  ) RMSE = √
1

N
∑(yi − y̅)

2

N

i=1

    0 ≤ RMSE < ∞    

(91) MAE =
1

n
∑|xi − yi|        0 ≤ MAE < ∞   

(99) NS = 1−
∑ (xi − yi)

2N
i=1

∑ (xi − y̅)
2N

i=1

        − ∞ < 𝑁𝑆 ≤ 1  

به ترتیب مقادیر مشاهداتی و محاسباتی در  iy و ix در روابط بالا،
ترتیب میانگین  نیز x̅ و y̅ هاي زمانی،تعداد گام N، ام iهاي زمانی گام

 (.Zhu, 2007باشد )می محاسباتی و مقادیر مشاهداتی
 

 نتايج و بحث -3

 هايایستگاه در فصلی مقیاس در را FDSD تغییرات شاخص 7شکل 
 این اساس بر دهد.می نشان خوزستان استان در واقع مطالعه مورد

هاي ایستگاه درگرد و غبار  طوفان با همراه روزهاي فراوانی شکل،
 هستند، استان در FDSD شاخص بستان که رکورددار اهواز و آبادان،

وقوع  ت ازحکای که شودمی مشاهده یکدیگر کنار در متمرکز صورت به
به بعد  9118گاه از سال تسای ههاي گرد و غبار متوالی در این سطوفان

هاي گرد وجود فصول متوالی عاري از طوفان 8با توجه به شکل  .دارد
انقطاع و داشتن یک سري زمانی منفصل و به تبع آن تشکیل  ،و غبار

ادان اهواز هاي آبزمانی بیشتر نسبت به ایستگاهفاصله هایی با وفانط
، آبادصفی ،هاي دزفولدر ایستگاه 9110تا  1221ستان از سال بو 

 8با توجه به شکل  .مسجد سلیمان و بندر ماهشهر مشهود است
مربوط به گرد و غبار هاي دت اوج طوفاندوره طولانی م سه توانمی

را در تمام  9111-9112و  9118-9110، 1229-9119 هايسال
  .مورد مطالعه تشخیص دادهاي ایستگاه

 

 RBFسازی با روش نتايج مدل -3-7

انفرادي شبکه عصبی مبتنی بر توابع پایه شعاعی  سازي فرامدلپیاده
ا ب گرد و غباربینی فراوانی روزهاي همراه با طوفان منظور پیشبه

انجام شده  Rنویسی هاي آموزشی از طریق محیط برنامهاستفاده از داده
با  FDSDسازي شاخص نتایج مربوط به مدل 0است. در جدول 
ورده شده است. در این جدول با آ RBF انفرادي استفاده از فرامدل

، ریشه میانگین (R)توجه به معیارهاي ارزیابی ضریب همبستگی 
و ضریب نش  (MAE)(، میانگین قدرمطلق خطا RMSE)مربعات خطا 

 1هاي مورد مطالعه، ترکیب شماره ، در تمامی ایستگاه(NS)کلیف تاس
ي نتایج اطور نسبی دارهاي مورد بررسی، بهنسبت به سایر ترکیب 9و 

دهد که در ساختار شبکه عصبی مبتنی بهتري است. این امر نشان می
ن فراوانی روزهاي همراه با طوفابر توابع پایه شعاعی، استفاده از سوابق 

شود یبینی نمهاي قبل، موجب بهبود نتایج پیشدر فصل گرد و غبار
آباد، مسجدسلیمان، هاي دزفول، صفیبه طوري که در ایستگاه

آزمون، با اعمال شاخص بستان، اهواز و آبادان براي دوره رماهشهر، بند
FDSD  از چهار به دو فصل قبل، شاخصRMSE دیر به ترتیب از مقا

روز به  107/1و  102/1، 180/1، 180/1، 180/1، 185/1، 182/1
هش روز کا 198/1و  192/1، 109/1، 107/1، 109/1، 105/1، 181/1

یافته است.

 
Fig. 7- Time series of FDSD index in seasonal time scale for the studied stations located in Khuzestan 

Province 

 های مورد مطالعه واقع در استان خوزستاندر مقیاس زمانی فصلی برای ايستگاه FDSDسری زمانی شاخص  -9شکل 
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اهواز،  و هاي بندر ماهشهر، بستانر ایستگاهداین درحالی است که 
از دو به یک فصل قبل، معیار ارزیابی  FDSDاعمال شاخص  با حتی

RMSE  101/1روز به  192/1 و 109/1، 107/1مقادیر  به ترتیب از ،
رسد با توجه به شرایط نظر مییابد. بهبهبود میروز  198/1و  101/1
هاي فصل FDSDهوایی در منطقه مورد مطالعه، تآثیر شاخص  و آب

 بارگرد و غبینی فراوانی روزهاي همراه با طوفان قبل به منظور پیش
ل با توجه به این که در جدو در فصل آینده، آنچنان قابل قبول نیست.

تا  از ایستگاه دزفول FDSDها به لحاظ شاخص ترتیب ایستگاه 0
گرد و توسط فراوانی روزهاي همراه با طوفان آبادان صعودي بوده و م

توان نتیجه متغیر است، می روز 01/8تا  19/9در مقیاس فصلی  غبار
بینی شاخص منظور پیشبه RBFگرفت که عملکرد فرامدل انفرادي 

FDSD  رابطه  گرد و غبارروزهاي همراه با طوفان  تعدادبا افزایش
فراوانی روزهاي همراه با مستقیمی دارد. بدین معنی که با افزایش 

 د. یابن، مقادیر معیارهاي ارزیابی همگی بهبود میگرد و غبارطوفان 
 

 SVMسازی با روش نتايج مدل -3-0

 در است. شده انجام R محیط در کدنویسی از استفاده با SVM مدل
 سازيمدل براي (, , Cپارامترهاي ) با RBFکرنل  از پژوهش این

 طرح که شد استفاده گرد و غبار با طوفان همراه روزهاي فراوانی
 است UA-SCE 91تکامل الگوریتم رفته، کار به پارامترهاي جستجوي

 آنالیزهاي در Rosin and Belew (1995) پیشنهاد طبق که
 نتایج بیانگر 8 جدول است. شده سازي پیاده موفقیت با هیدرولوژي

 براي ( است.SVM) پشتیبان بردار ماشین انفرادي فرامدل به مربوط
 RMSE معیار (،, , Cپارامترهاي ) مناسب مقادیر آوردن دست به

 رد واقع مطالعة مورد هايایستگاه همه در پارامترها، سازيبهینه براي
 ,تایی مرتب )هاي سهخروجی بهترین شد. استفاده خوزستان استان

, Cر،بندرماهشه مسجدسلیمان، آباد،صفی دزفول، هايایستگاه ( در 
، 5/11، 9111) پارامترهاي به مربوط ترتیب به آبادان اهواز و بستان،

919/1( ،)021111 ،1/51 ،195/1( ،)21111 ،01 ،819/1( ،)1111 ،
( و 851/1، 5/11، 191111(، )819/1، 1/8، 10111(، )091/1، 01

 بهترین ها،ترکیب سایر به نسبت که ( بوده199/1، 10، 11111)
  اند.داشته را عملکرد

 
 مطالعه، مورد هايایستگاه همه در RBFروش نیز همانند روش  این در

 هیافت بهبود قبل فصل دو یا یک FDSDشاخص  تاثیر اعمال با نتایج
شته است. دا افزایشی روند خطا مقادیر بیشتر هايفصل تأثیر اعمال با و

با اعمال  RMSEهاي اهواز و آبادان، مقدار به عنوان مثال در ایستگاه
ر ترتیب برابي آزمون بهچهار فصل قبل در مرحله FDSDتأثیر شاخص 

ترتیب با اعمال تأثیر شاخص روز بوده است که به 512/1و  517/1

FDSD  و  828/1یک و دو فصل قبل، به کمترین مقدار خود یعنی
دیر مربوط به است. لازم به ذکر است، مقاروز رسیده  889/1

مقادیر بهینه هستند که با استفاده از  SVM مدل گانهسه پارامترهاي
 است. شده سازيبهینه GRU-LSTMروش 

 

 GRU-LSTMسازی با شبکه تركیبی نتايج مدل -3-3

سه پارامتر اصلی براي تنظیم دارند؛ تعداد  LSTMو  GRUهاي شبکه
ها طی فاز آموزش، دادهها یا تعداد گذرهاي کامل در مجموعه دوره

(. این پارامترها با wها در شبکه عصبی و طول پنجره )تعداد نرون
مدنظر، انتخاب  FDSDبینی شاخص سازي در حین پیشبهینه

ها تأثیر چندانی بر روي ها و تعداد نرونشوند. انتخاب تعداد دورهمی
وند. در شسنجی نمیگذارد لذا این دو پارامتر بررسی و صحتنتایج نمی

تعداد یک  پژوهش حاضر، یک نرون و دو هزار دوره انتخاب شده است؛
له که از نوع رگرسیونی است، انتخاب شده و نرون به دلیل ماهیت مسأ

انتخاب شده  91ايتعداد دو هزار دوره توسط الگوریتم جستجوي شبکه
تر باشند، زمان طبیعی است که هر چه این دو پارامتر بزرگ است.

 بعتا نوع شده تر خواهد بود. علاوه بر موارد یادات نیز طولانیمحاسب
 روش پارامترهاي جزء تواندمی نیز متصل تمام لایه در سازفعال

 یک دارد و هر وجود آن براي مختلفی انواع که چرا باشد؛ پیشنهادي
 پژوهش رد باشد. ثیرگذارتأ نهایی خروجی تواند درمی مستقل صورت به

 5 دولج در است. شده گرفته کار به سیگموئید سازفعال تابع حاضر،
 است. شده آورده GRU-LSTMهیبریدي  فرامدل به مربوط نتایج

 همه در خطا مقدار است، مشهود جدول این در که همانطور
اي هها نسبت به فرامدلترکیب تمام ازاي به مطالعه مورد هايایستگاه
، تغییر محسوسی داشته است. همچنین ضرائب SVMو  RBFانفرادي 

ور منظهاي مورد استفاده بهنیز نسبت به سایر مدل NSهمبستگی و 
  ، افزایش چشمگیري داشته است.FDSDبینی شاخص پیش

 
ي آزمون در مرحله RMSEبه طور نمونه در ایستگاه آبادان، مقدار 

روز  821/1به  RBFروز در روش  197/1براي ترکیب شماره یک از 
-GRU روز در روش ترکیبی 012/1و در نهایت به  SVMدر روش 

LSTM  روز  107/1کاهش یافته است و براي ترکیب شماره چهار از
روز در  008/1و به  SVMروز در روش  512/1به  RBFدر روش 

وان تدر تبیین این نتایج می بهبود یافته است. GRU-LSTMروش 
رامدل هیبریدي در مقایسه با دو فرامدل بیان نمود که دقت این ف

، مقایسه مقادیر 11بسیار زیاد است. در شکل  SVMو  RBFانفرادي 
ي ارزیابی به در مرحله FDSDبینی شده شاخص مشاهداتی و پیش

 نمایش داده شده است.  GRU-LSTMروش 
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Table 3- Statistical results of RBF model input patterns in predicting FDSD index 

 FDSDبینی شاخص در پیش RBF نتايج آماری الگوهای ورودی مدل -3جدول 

 

 

 

 

Training 

 

Test Combination 

number 
Station 

NS MAE RMSE R NS MAE RMSE R 

0.748 0.531 0.614 0.807 0.711 0.595 0.645 0.725 1 

Dezful 
0.756 0.523 0.611 0.811 0.714 0.592 0.641 0.793 2 

0.743 0.537 0.617 0.793 0.707 0.597 0.648 0.713 3 

0.739 0.541 0.623 0.785 0.702 0.603 0.649 0.698 4 

0.753 0.527 0.605 0.813 0.714 0.588 0.64 0.728 1 

Safiabad 
0.764 0.511 0.603 0.819 0.721 0.586 0.635 0.795 2 

0.749 0.533 0.609 0.803 0.711 0.593 0.644 0.715 3 

0.742 0.538 0.614 0.794 0.704 0.594 0.645 0.699 4 

0.764 0.518 0.601 0.823 0.725 0.562 0.639 0.731 1 

Masjedsoleyman 
0.773 0.503 0.598 0.827 0.732 0.555 0.632 0.798 2 

0.752 0.527 0.605 0.821 0.719 0.567 0.642 0.717 3 

0.749 0.531 0.612 0.809 0.713 0.571 0.643 0.701 4 

0.781 0.498 0.586 0.834 0.748 0.547 0.631 0.803 1 

Bandare-Mahshahr 
0.775 0.505 0.595 0.829 0.739 0.551 0.637 0.756 2 

0.765 0.515 0.598 0.825 0.722 0.564 0.642 0.743 3 

0.755 0.526 0.603 0.813 0.718 0.569 0.643 0.722 4 

0.785 0.481 0.574 0.842 0.757 0.542 0.63 0.817 1 

Bostan 
0.779 0.495 0.576 0.837 0.746 0.547 0.632 0.772 2 

0.774 0.503 0.593 0.833 0.733 0.561 0.641 0.756 3 

0.765 0.511 0.597 0.828 0.725 0.563 0.643 0.734 4 

0.789 0.475 0.561 0.849 0.766 0.538 0.628 0.837 1 

Ahvaz 
0.781 0.481 0.574 0.842 0.752 0.544 0.629 0.777 2 

0.776 0.494 0.585 0.838 0.744 0.553 0.637 0.761 3 

0.769 0.503 0.589 0.831 0.732 0.559 0.639 0.742 4 

0.795 0.472 0.557 0.852 0.765 0.524 0.627 0.785 1 

Abadan 
0.787 0.456 0.545 0.854 0.752 0.531 0.624 0.834 2 

0.783 0.485 0.563 0.846 0.747 0.546 0.634 0.766 3 

0.774 0.493 0.579 0.837 0.739 0.551 0.637 0.747 4 

Training 

 

Test Combination 

number 
Station 

NS MAE RMSE R NS MAE RMSE R 

0.748 0.531 0.614 0.807 0.711 0.595 0.645 0.725 1 

Dezful 
0.756 0.523 0.611 0.811 0.714 0.592 0.641 0.793 2 

0.743 0.537 0.617 0.793 0.707 0.597 0.648 0.713 3 

0.739 0.541 0.623 0.785 0.702 0.603 0.649 0.698 4 

0.753 0.527 0.605 0.813 0.714 0.588 0.64 0.728 1 

Safiabad 
0.764 0.511 0.603 0.819 0.721 0.586 0.635 0.795 2 

0.749 0.533 0.609 0.803 0.711 0.593 0.644 0.715 3 

0.742 0.538 0.614 0.794 0.704 0.594 0.645 0.699 4 

0.764 0.518 0.601 0.823 0.725 0.562 0.639 0.731 1 

Masjedsoleyman 
0.773 0.503 0.598 0.827 0.732 0.555 0.632 0.798 2 

0.752 0.527 0.605 0.821 0.719 0.567 0.642 0.717 3 

0.749 0.531 0.612 0.809 0.713 0.571 0.643 0.701 4 

0.781 0.498 0.586 0.834 0.748 0.547 0.631 0.803 1 

Bandare-Mahshahr 
0.775 0.505 0.595 0.829 0.739 0.551 0.637 0.756 2 

0.765 0.515 0.598 0.825 0.722 0.564 0.642 0.743 3 

0.755 0.526 0.603 0.813 0.718 0.569 0.643 0.722 4 

0.785 0.481 0.574 0.842 0.757 0.542 0.63 0.817 1 

Bostan 
0.779 0.495 0.576 0.837 0.746 0.547 0.632 0.772 2 

0.774 0.503 0.593 0.833 0.733 0.561 0.641 0.756 3 

0.765 0.511 0.597 0.828 0.725 0.563 0.643 0.734 4 

0.789 0.475 0.561 0.849 0.766 0.538 0.628 0.837 1 

Ahvaz 
0.781 0.481 0.574 0.842 0.752 0.544 0.629 0.777 2 

0.776 0.494 0.585 0.838 0.744 0.553 0.637 0.761 3 

0.769 0.503 0.589 0.831 0.732 0.559 0.639 0.742 4 

0.795 0.472 0.557 0.852 0.765 0.524 0.627 0.785 1 

Abadan 
0.787 0.456 0.545 0.854 0.752 0.531 0.624 0.834 2 

0.783 0.485 0.563 0.846 0.747 0.546 0.634 0.766 3 

0.774 0.493 0.579 0.837 0.739 0.551 0.637 0.747 4 
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Table 4- Statistical results of SVM model input patterns and optimal parameters in predicting FDSD index 

 FDSD بینی شاخصو پارامترهای بهینه در پیش SVM نتايج آماری الگوهای ورودی مدل -0جدول 

 
Table 5- Statistical results of input patterns of GRU-LSTM hybrid model in predicting FDSD index 

 FDSD شاخص بینیپیش در GRU-LSTM تركیبی مدل ورودی الگوهای آماری نتايج -0 جدول

Parameters  Train Dataset 

 

Test Dataset Combination 

number Station 
  5C*10 NS MAE RMSE R NS MAE RMSE R 

0.325 4.5 12.0 0.801 0.395 0.489 0.865 0.752 0.437 0.545 0.837 1 

Dezful 
0.212 0.021 16.5 0.803 0.392 0.486 0.874 0.756 0.431 0.542 0.844 2 

0.421 5.6 78.2 0.796 0.398 0.492 0.859 0.748 0.441 0.547 0.833 3 

0.378 17.6 53.0 0.791 0.402 0.497 0.852 0.746 0.447 0.551 0.831 4 

0.122 14.3 48.0 0.807 0.391 0.479 0.875 0.759 0.431 0.538 0.844 1 

Safiabad 
0.125 3.9 56.1 0.811 0.381 0.471 0.883 0.764 0.422 0.528 0.849 2 

0.011 0.6 102.0 0.794 0.394 0.485 0.864 0.751 0.438 0.541 0.838 3 

0.256 4.1 84.0 0.796 0.396 0.491 0.859 0.748 0.441 0.544 0.833 4 

0.298 3.5 31.0 0.819 0.374 0.466 0.881 0.769 0.425 0.531 0.849 1 

Masjed 

soleyman 

0.412 0.9 36.0 0.825 0.365 0.457 0.894 0.783 0.413 0.522 0.855 2 

0.511 7.8 34.0 0.802 0.381 0.471 0.879 0.771 0.431 0.538 0.843 3 

0.396 32.12 55.0 0.799 0.392 0.485 0.868 0.756 0.44 0.541 0.839 4 

0.321 0.06 31.0 0.834 0.345 0.441 0.899 0.798 0.402 0.515 0.867 1 

Bandare-

Mahshahr 

0.422 4.7 67.0 0.827 0.356 0.453 0.887 0.784 0.417 0.523 0.858 2 

0.566 9.11 9.4 0.811 0.369 0.465 0.873 0.779 0.421 0.531 0.849 3 

0.721 12.15 7.6 0.804 0.378 0.471 0.871 0.765 0.434 0.538 0.844 4 

0.412 0.13 4.1 0.845 0.327 0.431 0.905 0.812 0.394 0.503 0.875 1 

Bostan 
0.309 4.7 5.5 0.833 0.331 0.448 0.901 0.802 0.397 0.508 0.866 2 

0.122 3.9 13.0 0.819 0.346 0.455 0.898 0.785 0.403 0.522 0.855 3 

0.023 12.1 12.0 0.808 0.354 0.467 0.884 0.774 0.419 0.529 0.848 4 

0.451 1.2 10.5 0.863 0.311 0.419 0.914 0.821 0.376 0.498 0.884 1 

Ahvaz 
0.235 4.3 11.0 0.852 0.321 0.431 0.907 0.813 0.384 0.502 0.873 2 

0.422 7.2 12.0 0.823 0.334 0.442 0.903 0.796 0.397 0.513 0.869 3 

0.196 11 5.6 0.817 0.341 0.455 0.893 0.783 0.401 0.517 0.853 4 

0.201 2.7 4.8 0.875 0.302 0.412 0.912 0.824 0.371 0.491 0.889 1 

Abadan 
0.122 0.6 13.0 0.861 0.307 0.403 0.921 0.837 0.362 0.482 0.895 2 

0.325 9.7 14.4 0.854 0.324 0.431 0.905 0.807 0.384 0.505 0.874 3 

0.512 14 15.6 0.831 0.333 0.439 0.897 0.794 0.399 0.509 0.866 4 

Train Dataset  Test Dataset Combination 

number Station 
NS MAE RMSE R NS MAE RMSE R 

0.873 0.178 0.322 0.947 0.828 0.225 0.385 0.921 1 

Dezful 
0.879 0.171 0.317 0.954 0.833 0.223 0.382 0.923 2 

0.865 0.186 0.329 0.936 0.824 0.229 0.387 0.917 3 

0.861 0.195 0.336 0.932 0.819 0.236 0.402 0.905 4 

0.891 0.171 0.319 0.963 0.837 0.219 0.369 0.932 1 

Safiabad 
0.893 0.162 0.303 0.967 0.846 0.217 0.365 0.941 2 

0.888 0.182 0.324 0.948 0.831 0.223 0.376 0.927 3 

0.874 0.193 0.331 0.946 0.826 0.231 0.384 0.913 4 

0.901 0.152 0.297 0.967 0.852 0.209 0.361 0.944 1 

Masjedsoleyman 
0.905 0.143 0.292 0.972 0.861 0.203 0.353 0.956 2 

0.894 0.164 0.305 0.953 0.848 0.214 0.357 0.933 3 

0.888 0.173 0.314 0.951 0.833 0.226 0.363 0.921 4 

0.914 0.126 0.281 0.979 0.873 0.196 0.342 0.961 1 

Bandare-

Mahshahr 

0.908 0.138 0.287 0.976 0.864 0.201 0.351 0.957 2 

0.899 0.153 0.299 0.966 0.852 0.206 0.354 0.941 3 

0.892 0.166 0.303 0.959 0.847 0.214 0.355 0.933 4 

0.923 0.104 0.269 0.984 0.881 0.181 0.331 0.967 1 

Bostan 
0.917 0.117 0.279 0.981 0.874 0.192 0.341 0.963 2 

0.902 0.132 0.284 0.975 0.865 0.201 0.347 0.955 3 

0.896 0.141 0.296 0.966 0.853 0.206 0.351 0.942 4 

0.934 0.097 0.244 0.987 0.894 0.156 0.324 0.973 1 

Ahvaz 
0.926 0.103 0.261 0.985 0.888 0.167 0.329 0.971 2 

0.919 0.116 0.273 0.979 0.874 0.174 0.338 0.965 3 

0.902 0.125 0.285 0.971 0.862 0.183 0.343 0.954 4 

0.946 0.087 0.226 0.993 0.901 0.152 0.319 0.988 1 

Abadan 
0.951 0.095 0.234 0.989 0.903 0.144 0.313 0.979 2 

0.923 0.102 0.251 0.986 0.886 0.167 0.325 0.973 3 

0.907 0.113 0.267 0.975 0.874 0.179 0.338 0.965 4 
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، در SVMو  RBFاین مدل هیبریدي نیز همانند دو فرامدل انفرادي 
، از FDSDبینی شاخص هاي شماره یک و دو به منظور پیشترکیب

 دقت بالاتري برخوردار است.
 

  GRU-LSTMو  RBF، SVMهای مقايسه عملکرد مدل -3-0

را براي  FDSDبینی شده شاخص مقادیر مشاهداتی و پیش 8شکل 
هاي دهد. این شکل بهبود عملکرد روشینشان م آزمونهاي داده

ا ر گرد و غبارمورد استفاده با افزایش فراوانی روزهاي همراه با طوفان 
ترین راوانفدان به عنوان طوري که ایستگاه آباکند؛ بهبه خوبی بیان می

یر بقت را بین مقادایستگاه موجود در منطقه مورد مطالعه، بهترین مطا
 باشد. دارا می FDSDبینی شده شاخص مشاهداتی و پیش

 
مشخص است، ارتباط بین مقادیر مشاهداتی  19همانطور که در شکل 

قریباً مطالعه خطی با شیب تهاي مورد بینی شده در تمام ایستگاهو پیش
هاي مورد بررسی فرامدل انفرادي باشد و در بین مدلدرجه می 85

RBF  بیشترین پراکندگی و مدل هیبریديGRU-LSTM  کمترین
به خود ( f(x)=x) پراکندگی و بیشترین مطابقت را با نیمساز ربع اول

الا و راندمان بتواند تأکیدي بر که این ویژگی میاختصاص داده است 
 مقایسه بادر  GRU-LSTMکارایی موثر فرامدل هیبریدي 

بینی فراوانی منظور پیشهب SVMو  RBFانفرادي  هايفرامدل
 باشد.  گرد و غبارهمراه با طوفان روزهاي 

 
ینی باین در حالی است که مقایسه میانگین مقادیر مشاهداتی و پیش

ض صفر مبنی نشان داد که فر tبر اساس آزمون  FDSDشدۀ شاخص 
ده در بینی شبر برابر بودن میانگین سري مقادیر مشاهداتی و پیش

هاي مورد بررسی هاي منطقه و با هیچکدام از مدلهیچکدام از ایستگاه
شود بنابراین در پژوهش حاضر، در سطح خطاي یک درصد رد نمی

توان نتیجه گرفت با وجود اینکه مدل هیبریدي پیشنهادي بهترین می
ی بیند را داشته است، دو مدل انفرادي دیگر نیز، جهت پیشعملکر

(. 1اند )جدول ، میانگین سري زمانی را حفظ کردهFDSDشاخص 
 ,Goudie and Middletonنتایج این قسمت با مطالعات 

(2006)،Cao et al. (2014)  ،Zeinali et al. (2016) ،
Yarmoradi et al. (2018) ،Araghinejad et al. (2019) و 

Ansari ghojghar et al. (2020) .مطابقت دارد 

 

 گیرینتیجه -0

هدف از این پژوهش، مقایسه عملکرد مدل هیبریدي پیشنهادي 
GRU-LSTM هاي انفرادي شبکه عصبی مبتنی بر توابع با فرامدل

سازي به منظور مدل (SVM)و ماشین بردار پشتیبان  (RBF)شعاعی 
در هفت ( FDSD)هاي گرد و غبار ا طوفانفراوانی روزهاي همراه ب

فراوانی  ها، مقادیرایستگاه سینوپتیک استان خوزستان بود. ورودي مدل
هاي گرد و غبار در تأخیرهاي قبل )حداکثر تا روزهاي همراه با طوفان

شامل مقادیر فصلی فراوانی روزهاي همراه با  فصل( و خروجی 8
هاي ساعتی گرد و غبار و از دادهمنظور طوفان گرد و غبار بود. بدین

کدهاي سازمان جهانی هواشناسی در مقیاس فصلی با طول دوره 
 ( استفاده شد. 1221-9112ساله ) 01آماري 

 
هاي نیکویی برازش در مرحله آموزش و آزمایش نشان نتایج شاخص

ازي سداد که مدل هیبریدي مورد استفاده، نتایج قابل قبولی در مدل
-GRUطوري که مدل هیبریدي نماید؛ بهائه میار FDSDشاخص 

LSTM انفرادي  بهترین عملکرد و بعد از آن فرامدلSVM  بالاترین
در  RBFدقت را به خود اختصاص داد. همچنین فرامدل انفرادي 

 مقایسه با دو روش مذکور کمترین راندمان و کارایی را داشت. 
 

قت شاره کرد که اگر چه دتوان به این نکته نیز ابا توجه به نتایج می
نسبت به فرامدل ماشین بردار  GRU-LSTMفرامدل هیبریدي 

تر از مدل ترکیبی به مراتب ساده SVMپشتیبان بیشتر بوده اما روش 
GRU-LSTM ور منظتواند به عنوان یک روش کاربردي بهاست و می

به کار گرفته شود که البته، انتخاب  FDSDبینی شاخص پیش
در تمامی  بهینه در این فرامدل بسیار اهمیت دارد. پارامترهاي

، مدلی که از FDSDبینی شاخص هاي مورد استفاده جهت پیشروش
ینی ببینی استفاده کرد، بهترین مدل پیشیک یا دو گام تأخیر در پیش

رزي به هاي مکننده بوده است؛ با این توضیح که با حرکت از ایستگاه
تان خوزستان، استفاده از دو گام تأخیر سمت مناطق مرکزي و شرقی اس

ان در توبینی، نتایج بهتري را حاصل کرد که علت آن را میدر پیش
هاي گرد و غبار به سمت مناطق داخلی و تغییر وضعیت منشأ طوفان

 منظور اعتبارسنجی نتایج بدستشک بهشرق استان جستجو کرد. بی
 هايکاربرد فرامدلهاي بیشتري براي آمده از این تحقیق، پژوهش

رد و هاي گمکانی طوفان -بینی زمانیو پیش سازيترکیبی در مدل
 بایست انجام شود.  غبار در مناطق تحت تأثیر این پدیده، می
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Fig. 8- Comparison of observed and predicted 

values of FDSD index using RBF and SVM method 

sand GRU-LSTM in the studied stations located in 

Khuzestan province 

 بینی شده شاخصمقايسه مقادير مشاهداتی و پیش  -2شکل 

FDSD هایبا استفاده از روش RBF ،SVM  وGRU-LSTM  در

 های مورد مطالعه واقع در استان خوزستانايستگاه
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Table 6- Comparison of the average measured and predicated time series of FDSD index 

 FDSDبینی شده شاخص مشاهداتی و پیشآزمون مقايسه میانگین مقادير  -4جدول 
t Statistics 

 

Average 
Combination No. Station GRU-

LSTM SVM RBF GRU-

LSTM SVM RBF Measured 

0.823 0.891 0.870 0.935 0.932 0.913 0.944 1 

Abadan 0.823 0.861 0.865 0.932 0.931 0.924 0.947 2 
0.827 0.866 0.862 0.930 0.935 0.916 0.942 3 
0.833 0.869 0.891 0.927 0.937 0.912 0.939 4 
0.885 0.871 0.886 0.931 0.393 0.919 0.936 1 

Ahvaz 0.883 0.874 0.882 0.925 0.933 0.921 0.940 2 
0.883 0.878 0.873 0.925 0.928 0.914 0.935 3 
0.876 0.878 0.871 0.925 0.931 0.907 0.933 4 
0.874 0.856 0.852 0.923 0.926 0.903 0.937 1 

Bostan 0.874 0.853 0.854 0.927 0.923 0.906 0.938 2 
0.871 0.857 0.857 0.919 0.918 0.914 0.924 3 
0.875 0.857 0.861 0.914 0.916 0.902 0.917 4 
0.879 0.859 0.852 0.913 0.924 0.894 0.916 1 

Bandare-

Mahshahr 
0.862 0.871 0.850 0.911 0.931 0.886 0.922 2 
0.858 0.852 0.850 0.918 0.926 0.992 0.904 3 
0.846 0.831 0.855 0.922 0.937 0.995 0.893 4 
0.848 0.872 0.856 0.922 0.922 0.881 0.902 1 

Masjedsoleyman 0.843 0.886 0.847 0.916 0.917 0.879 0.894 2 
0.844 0.852 0.832 0.914 0.920 0.904 0.892 3 
0.832 0.850 0.837 0.919 0.924 0.915 0.901 4 
0.851 0.837 0.834 0.910 0.927 0.904 0.876 1 

Safiabad 0.856 0.832 0.833 0.910 0.917 0.897 0.882 2 
0.837 0.844 0.845 0.913 0.913 0.888 0.896 3 
0.836 0.841 0.851 0.907 0.911 0.872 0.897 4 
0.834 0.838 0.858 0.906 0.911 0.861 0.892 1 

Dezful 0.834 0.899 0.853 0.911 0.912 0.859 0.902 2 
0.828 0.827 0.862 0.904 0.905 0.853 0.874 3 
0.826 0.825 0.866 0.905 0.903 0.834 0.896 4 

 

 هانوشتیپ

1- Artificial Neural Network (ANN) 

2- Support Vector Machine (SVM) 
3- Fuzzy Logic 
4- Genetic Agorithm 
5- Honra River 
6- Random Forest (RF) 

7- Support Vector Regression (SVR) 

8- Multi-Layer Perceptron (MLP) 

9- Auto Correlation (ACF) 
10- Partial Auto-Correlation (PACF) 

11- Radial Basis Function 
12- Fuzzu Inference System 
13- Generalized Regression Neural Network 

14- Frequency of Dust Stormy Days 
15- World Meteorological Organization 
16- Polynomial 

17- Sliding Windows 
18- Hidden Vector Sequence 
19- Cross Validation 

20- Shuffled Complex Evolution Algorithm 

21- Grid Search Algorithm 
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